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Uvod

Tvorba kalibracného modelu je kI'icovym krokom v
procese analyzy komplexnych vzoriek. Sucasna instru-
mentalna technika (HPLC-DAD, GC-MS, GC-FTIR a iné)
je schopna produkovat’ viacrozmerné analytické signaly,
ktoré obsahuju viac informadcii, ale ich spracovanie si vy-
zaduje nové chemometrické pristupy. Pre tento Gcel boli
vyvinuté viaceré viacrozmerné kalibracné metody (MLR,
PCR, PLS a in¢), ktoré su stale predmetom skimania ana-
Iytickych chemikov.

Teoreticka ¢ast’

Mnozinu viacrozmernych kalibracnych dat mozeme
zapisat’ vo forme matic C, R, kde matica C (nxp) obsahuje
p>1 nezavislych premennych (koncentracii jednotlivych
zloziek) pre kazdi z n vzoriek. Maticu R (nxg) tvori n
analytickych signalov (spektier) nameranych v g polohach
(vlnovych diZkach). Kalibraény model v najvieobecnejiej
forme vyjadrime vztahom:

R=f(C;B) + Er (1)
kde B (pxg) je matica parametrov modelu a Eg (nxq) je
matica chyb, pricom plati, ze funkcia f je linearnou funk-
ciou parametrov.

Kalibra¢ny model sa vytvori zmeranim analytického
signalu kalibracnych vzoriek, ktorych zloZenie je zname,
a ktoré viac alebo menej reprezentuju skutocné zlozenie
neznamych vzoriek.

Na predikciu koncentracie v nezndmych vzorkéch je
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potrebné pouzit’ model v inverznom tvare:

C=f'(R,,.B) 2)

new >

Problémom pri pouZiti kalibraéného modelu na pre-
dikciu koncentracie analytov v neznamych vzorkach je
najdenie inverznej funkcie ', pretoze funkcia f je sto-
chasticka a jej inverzia nie je trivialna. Preto niektori auto-

ri  doporuCujii vytvarat’ kalibratny model priamo
v inverznom tvare:
C=F(R;B) +Ec (3)

Pri pouziti tohoto kalibraéného modelu na predikciu
koncentracii nie je potrebna inverzia funkcie F:

C=FR.._.,B) 4)

Ak predpokladame, Ze aj zavislost medzi C a R je
linearna, potom klasicky resp. inverzny kalibracny model
mozeme zapisat’ jednoduchymi rovnicami:

R=CB+Eg )

C=RB+Ec (6)

Prikladom takéhoto linearneho modelu je napriklad
Lambertov-Beerov zakon.

Ulohou kalibracie je potom uréit’ (odhadnit’) maticu
B z kalibracnych dat C, R. Na tento uCel sa najCastejSie
pouziva metdda oznacena ako MLR (multiple linear re-
gression), ale v poslednom case sa stdle viac presadzuju
metody, ktoré su zalozené na rozklade matic zdrojovych
dat na maticu hlavnych komponentov (matica skore)
a maticu zatazi (loadings). Tieto metddy st v literature
zndme pod ndzvami regresia hlavnych komponentov
(PCR), resp. metdda parcidlnych najmenSich Stvorcov
(PLS). Principy a pouzitie tychto metéd st opisané vo
viacerych monografiach' >, preto ich tu neuvadzame.

Napriek tomu, ze matematicky princip tychto metdd
je znamy a algoritmy rieSenia su prepracované, mnohé
Statistické vlastnosti nie st dostatoéne preskiimané®.

Cielom prace bolo preverit moznosti a Statistické
vlastnosti viacrozmernych kalibracnych postupov (MLR,
PCR, PLS) pri kvantifikacii 4 nukleotidov adeninmonofos-
fatu, (AMP), guanidinmonofosfatu (GMP), uridinmono-
fosfatu (UMP) a cytidinmonofosfatu (CMP), ktorych pri-
tomnost” a vzajomné pomery v analyzovanych vzorkach
moéze slazit na identifikaciu biologického zdroja
alergénov™® v prachovych ¢asticiach ovzdusia.

Experimentalna cast’

Na testovanie vlastnosti kalibraénych postupov boli
pouzité stbory 15 modelovych kalibracnych vzoriek
a 12 validaénych vzoriek. ZloZzenie kalibra¢nych vzoriek
bolo urcené metddou Statistického planovania SIMPLEX
tak, aby sa minimalizovala moZnost’® multikolinearity
v kalibracnych datach a aby vzorky pokryvali rovhomerne
cely kalibracny priestor. ZloZenie kalibracnych vzoriek
(matica Cjsy4) je uvedené v tabulke I. Spektra nukleotidov
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Tabulka I
Zlozenie kalibra¢ného suboru

10° ¢ [mol.I™"]

CMP AMP GMP UMP
0,15 0,00 0,00 0,00
0,00 0,15 0,00 0,00
0,00 0,00 0,15 0,00
0,00 0,00 0,00 0,15
7,50 7,50 0,00 0,00
7,50 0,00 7,50 0,00
0,00 7,50 7,50 0,00
7,50 0,00 0,00 7,50
0,00 7,50 0,00 7,50
0,00 7,50 7,50 7,50
4,95 4,95 4,95 0,00
4,95 0,00 4,95 4,95
4,95 4,95 0,00 4,95
0,00 4,95 4,95 4,95
3,75 3,75 3,75 3,75

12
10%¢,
mol”.l.em’”

Obr. 1. Spektra nukleotidov

(matica Suxs6) boli prevzaté z literatary’ a su prezentované
na obr. 1.

Analytické signaly kalibra¢nych vzoriek boli vypoci-
tané ako sucin Rys.36= Cisx4*Sax36. Aby vypocitané signaly
simulovali redlne experimentalne data, boli zatazené na-
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hodnym Sumom na 4 turovniach so Statistickymi paramet-
rami u, o :N1(0; 0,001), N2(0; 0,005), N3(0; 0,01), N4(0;
0,02). Matice Sumu boli generované funkciou RANDN v
programe Matlab.

Stbor neznamych vzoriek, oznaceny ako validacny
stibor, bol vytvoreny analogickym postupom. Koncentrac-
né zlozenie vzoriek validaéného stboru je v uvedené
v tabulke II.

Funkénost’ kalibracnych modelov ziskana metodami
MLR, PCR a PLS bola testovana vyhodnotenim spravnosti
predikcie koncentracii nukleotidov vo validaénom stibore.
Na kvantifikaciu predikénej chyby boli pouzité hodnoty

)

resp. jej relativne hodnoty vztiahnuté na priemerné hodno-
ty koncentracii daného nukleotidu vo validaénych vzor-
kach.

Tabulka I1
Zlozenie valida¢ného suboru

10° ¢ [mol.I™']

CMP AMP GMP UMP
0,150 2,070 2,670 2,540
2,280 2,600 0,700 1,240
2,310 1,890 0,919 2,520
2,480 2,210 1,050 0,808
0,376 2,180 1,540 1,250
0,050 3,000 1,770 1,610
0,375 0,375 0,375 0,375
3,000 0,750 0,750 0,075
0,075 1,800 1,280 3,000
1,050 3,000 1,950 0,075
2,400 0,300 0,135 0,300
0,900 0,450 0,600 0,750

Na spracovanie kalibra¢nych dat metédami MLR, PCR
a PLS bol pouzity program Matlab ver. 5.6 (The Math-
Works, Inc., Natick, Mass., USA) doplneny chemometric-
kym toolboxom. Na optimalizaciu poétu vinovych dizok
pre kalibraény model spracovany metédou MLR bola pou-
7ita technika genetickych algoritmov™. Na jej spracovanie
bol pouzity vlastny toolbox napisany v jazyku Matlab.
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Vysledky a diskusia

Predik¢éna schopnost’ kalibraénych modelov, ziska-
nych réznymi viacrozmernymi metédami, je prezentovana
v tabul’ke IV a V: Spravnost’ predikcie je vyjadrend hodno-
tou strednej kvadratickej chyby predikcie MSEP, resp. jej
relativnej hodnoty. Z tabulky IV je zrejmé, ze uspokojiva
spravnost predikcie je mozné dosiahnut’ iba v pripade dat,

Tabulka III
Korelacna matica spektier RNA nukleotidov

CMP AMP GMP UMP
CMP 1,00 -0,24 0,12 —-0,08
AMP -0,24 1,00 0,79 0,98
GMP 0,12 0,79 1,00 0,82
UMP 0,08 0,98 0,82 1,00
Tabul'ka IV

Relativna stredna chyba predikcie koncentracii nukleoti-
dov vo valida¢nych vzorkach

Nukleoti- G0 MSEP; [%]

dy CMP AMP GMP  UMP

MLR 0001 080 28 194 573
0,005 478 1399 876 28,69
0,01 11,76 42,14 2279 7545
0,02 2652 3936 6045 7922

MLR-GA 0,001 0,78 163 2,14 242
0,005 3,16 546 840 882
0,0l 779 1785 16,58 36,44
0,02 1814 2914 27,08 64,50

PCR 0001 081 293 191 588
0,005 511 1574 892 326l
0,01 1039 3747 22,77 68,04
0,02 2816 3800 5441 70,77

PLS 0,001 081 291 191 586
0,005 510 1485 9,15 30,18
0,01 11,84 40,16 24,18 71,13
0,02 2688 3800 52,83 7534

ktoré st zat'azené Sumom, ktorého smerodajnéd odchylka je
mensia ako oy < 0,01. Pri zatazeni analytickych signalov
vacsim Sumom ziadny z testovanych kalibracnych mode-
lov nie je schopny predikovat koncentracie valida¢nych
vzoriek s akceptovatel'nou spravnostou.
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10"

12
pocet faktorov

Obr. 2. Zavislost’ sti¢tu $tvorcov predikovanych rezidui
(PRESS) od poctu faktorov v kalibracnom PCR modeli

Najvicsie hodnoty MSEP,,, boli ziskané pri predikcii
nukleotidu UMP, a to vo vSetkych kalibraénych modeloch.
Nespravna predikcia tohoto nukleotidu je sposobena tym,
ze jeho spektrum v rozsahu 220-290 nm vykazuje velké
hodnoty korelacnych koeficientov so spektrami AMP aj
GMP (vid'. tabul’ka III). Spektrda AMP a GMP st vzdjomne
menej podobné (p = 0,79). Vyznamny vplyv podobnosti
spektier na spravnost’ predikcie koncentracie potvrdzuju
najmensie hodnoty MSEP,, pre nukleotid CMP, ktorého
spektrum sa vyrazne odliSuje od zvysnych troch nukleoti-
dov.

Korela¢né vztahy spektier analytov mozu teda vyz-
namne ovplyviiovat' spravnost’ predikcie koncentracie
neznamych vzoriek. Tento zaver potvrdzuji aj vysledky
ziskan¢é kombinaciou metddy MLR s optimalizaciou poctu
vinovych dizok pomocou procedury genetického algoritmu
(GA). Vyznamné zlepSenie predikcie (pokles hodnot
MSEP, asi 0 50%) mdzeme vysvetlit' tym, ze vinové
dizky, pri ktorych je korelacia spektier najvyssia, st z rie-
Senia GA vynechané. Znizenie dimenzie matice signalov
z povodnych Ryaae na Ryzxz, resp Ryzxas koneény vysle-
dok vyznamne neovplyvni.

Pouzitie metéd PCR a PLS sa vSeobecne doporucuje
na spracovanie viacrozmernych analytickych signalov,
v ktorych bud’ spektra analytov, alebo ich elu¢né profily,
sa silne prekryvaju'’, alebo si silne zasumené''. Vhodne
volenym poctom relevantnych faktorov je mozné do urci-
tej miery eliminovat’ vplyv korelacie v datach (prekrytie
spektier) alebo Sumu. Za idealnych podmienok je pocet
relevantnych faktorov rovny poctu analytov v kalibra¢nom
modeli. Vlastné Cisla kalibra¢nej matice s poradovym ¢is-
lom v&¢sim ako je pocet analytov uz reprezentuju iba neu-
zito¢nu informéciu t.j. Sum.

Pri aplikécii tychto metdd na nase modelové data sa
ukazalo, ze pri zatazeni Sumom, ktorého o, > 0,02, kalib-
racny model modeluje prevazne Sumovu informaciu. Pocet
pozadovanych relevantnych faktorov nebolo mozné jed-
noznacne urCit. Minimum optimalizaénych funkcii
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Tabulka V
Stredna chyba predikcie koncentracii nukleotidov vo validaénych vzorkach
Nukleotidy Go 10°. MSEP
CMP AMP GMP UMP celkova
MLR 0,001 0,0103 0,0491 0,0222 0,0695 0,0377
0,005 0,0615 0,2404 0,1003 0,3477 0,1871
0,01 0,1514 0,7243 0,2609 0,9144 0,5137
0,02 0,3413 0,6766 0,6921 0,9600 0,5992
MLR-GA 0,001 0,0100 0,0280 0,0245 0,0293 0,0206
0,005 0,0406 0,0938 0,0961 0,1069 0,0752
0,01 0,1002 0,3067 0,1899 0,4416 0,2469
0,02 0,2335 0,5008 0,3100 0,7817 0,4291
PCR 0,001 0,0104 0,0504 0,0218 0,0712 0,0386
0,005 0,0658 0,2705 0,1021 0,3952 0,2107
0,01 0,1337 0,6440 0,2607 0,8245 0,4633
0,02 0,3625 0,6532 0,6230 0,8577 0,5530
PLS 0,001 0,0104 0,0501 0,0218 0,0711 0,0385
0,005 0,0657 0,2553 0,1048 0,3657 0,1973
0,01 0,1524 0,6902 0,2768 0,8621 0,4898
0,02 0,3459 0,6530 0,6049 0,9131 0,5634

pouzivanych na vyber poctu faktorov v programe Matlab
(CROSS, PRESS)'"*"* bolo velmi ploché v rozsahu hodnét
3-15. Hodnoty oboch funkcii sa vyrazne neznizili ani pri
pouziti vsetkych 15 faktorov, Co je celkovy pocet
vlastnych ¢isel kalibracnej matice. Je teda zrejmé, Ze hod-
nota Sumu Gy & 0,02 v spektralnych datach nukleotidov
predstavuje hraniéni hodnotu pre kvantifikiciu RNA-
nukleotidov metdédami PCR a PLS v intervale vinovych
dizok 220-290 nm.

Zavislost’ funkcie PRESS od poctu faktorov, pre data
zat'azené roznym Sumom, je na obr. 2. Z obrazku je vidiet,
ze pre hodnoty Sumu G, < 0,01 funkcia PRESS vykazuje
minimum pri hodnote 4, ¢o zodpovedd poctu analytov
v modeli. Pri vy$sich hodnotach Sumu minimum je neurci-
té a s rastuicim poctom pouzitych faktorov sa hodnota
PRESS neznizuje. Znaci to, ze uzitoéna informacia je silne
prekrytd neuzito¢nou informéaciou t.j. Sumom.

Zaverom moézeme konStatovat’, Ze viacrozmerné ka-
libracné techniky MLR, PCR a PLS su pre spracovanie
spektralnych dat nukleotidov CMP, AMP, GMP a UMP
priblizne rovnocenné ak Sum spektralnych dat neprekroci
hodnotu oy = 0,02. Pri optimalizicii poctu vlnovych
dizok, napriklad s pouZitim genetickych algoritmov,
mozeme chybu predikcie metdédy MLR znizit’ asi 0 50 %.

Dalsie zniZenie predikénej chyby kalibraénych mode-
lov je mozné dosiahnut’ s pouzitim vhodnych procedur na
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filtraciu Sumu este pred tvorbou kalibraéného modelu.
Tento pristup bude predmetom d’alSej prace.

Tdto prica vznikla za financénej podpory VEGA MS
a SAV v ramci projektu ¢.1/6222/99.
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M. Foltin®, J. SuPakova®, M. Foltin®, and L. Sekaj®
(“Department of Analytical Chemistry, Faculty of Science,
Comenius University, Bratislava, and "Department of
Automatic Control Systems, Faculty of Electrical Engi-
neering and Information Technology, Slovak University of
Technology): Comparison of Multiway Calibration
Techniques in Determination of RNA Nucleotides

The quality of several multiway calibration models
of spectral data of four RNA nucleotides with different
noise is compared. An own genetic algorithm for optimiza-
tion of the number of wavelengths in spectral matrix for
multiple linear regression methods (MLR) was used. Use-
ful analytical information was obtained only for data with
noise 6y < 0.02. The prediction error of analyte concentra-
tion using a combination of MLR and genetic algorithm
was decreased by ca. 50 %.



