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Původní a metodické práce   
 

Úvod 
 

Rychlý rozvoj mezinárodního ilegálního obchodu 
s omamnými a psychotropními látkami (OPL)1–3, vysoká 

poptávka po drogách3–6 i rizika, mezi která patří mimo jiné 

zdravotní problémy spojené s jejich užíváním4,7 nebo spo-

jitost s dalšími ilegálními aktivitami5,8, zařazují drogový 
trh mezi přední celosvětové problémy9,10. Organizované 

zločinecké skupiny používají zisky z prodeje a pašování 

drog pro financování jiných ilegálních aktivit, jako např. 
nákup a prodej nelegálních zbraní8,11, sponzorování teroris-

tických organizací8 nebo uplácení celních a jiných pracov-

níků2,5,8. Navíc, kriminalita spojená s obchodováním s droga-

mi je velmi často násilná8,12, provázená používáním střel-
ných zbraní8,12,13 a útoky v rámci řešení gangových sporů, 

přičemž obchodníci s drogami často zneužívají mladé 

a zranitelné osoby8,12. 
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Rychlý růst pašování omamných a psychotropních látek (OPL) přepravními kontejnery představuje významné 

bezpečnostní riziko. V této práci je představena metoda pro rychlou a spolehlivou detekci OPL ve vzduchu z přepravních 

kontejnerů kombinující povrchově zesílenou Ramanovu spektroskopii (SERS, z angl. Surface Enhanced Raman 

Spectroscopy) a umělou neuronovou síť (ANN). Byla vyvinuta SERS-aktivní filtrační aparatura umožňující odběr vzorků 
bez otevírání kontejnerů, a provedena experimentální měření v laboratorních podmínkách i v terénu. SERS spektra byla 

předzpracována a vyhodnocena konvoluční neuronovou sítí optimalizovanou pro identifikaci OPL, přičemž byly dosaženy 

vysoké hodnoty F1-skóre (0,92) a nízké meze detekce (~0,9 ng m–3 pro amfetaminovou řadu a 10–12 g m–3 pro kokain). 
Metoda dále umožnila detekci dříve neznámých OPL na základě molekulární podobnosti s již známými látkami s přesností 

přes 93 %, aniž by byla nutná přítomnost jejich spekter v trénovací databázi. Výsledky potvrzují praktickou využitelnost 

navrženého systému pro rychlé, bezpečné a spolehlivé monitorování přepravních kontejnerů a představují perspektivní 

nástroj pro včasnou detekci známých i nově se objevujících OPL. 
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V současné době se přibližně 80 % OPL pašuje po-

mocí kontejnerové přepravy převážně po moři5,14, a to 
zejména kokain a jeho deriváty5,8,12. Skupiny organizova-

ného zločinu stále častěji využívají ke své činnosti i interní 

spolupracovníky5,13 a mezi čtyři hlavní způsoby pašování 

kokainu patří: a) narušení konstrukce přepravních kontej-
nerů5,13,15, b) vloupání se do kontejnerů během jejich pohy-

bu5,15, c) připevnění zásilky k trupu plavidla nebo d) její 

předání na menší plavidlo5,13, případně shazování zásilek 
do moře na volném oceánu, pokud by mělo dojít k jejich 

zabavení16. Analýza Světové celní organizace (WCO, z angl. 

World Custom Organisation) ukazuje, že skupiny organi-

zovaného zločinu stále častěji pašují menší zásilky kokai-
nu přímo v konstrukci nebo ve stropních částech kontejne-

rů, přičemž vyzvednutí probíhá až po celním odbavení v 

nezabezpečených depech prázdných kontejnerů, často za 
podpory interních spolupracovníků. Zpráva dále konstatu-

je rostoucí využívání lokalizačních technologií GPS 

(z angl. Global Positioning System), které jsou využívány 

k přesnějšímu plánování, koordinaci a průběžnému moni-
torování přepravních tras, a současně upozorňuje na syste-

matické zneužívání slabých míst světových dodavatel-

ských řetězců, zejména v oblastech logistiky, skladová-
ní a kontroly zboží5. Počet přepravních kontejnerů prochá-

zejících Celním úřadem (CÚ) pro hlavní město Prahu se 

pohybuje v řádech několika set tisíc kontejnerů ročně. 

Z časových a kapacitních důvodů jsou proto pracovníci 
celní správy schopni provádět fyzické kontroly pouze niž-

ších jednotek kontejnerů denně, a to výhradně za předpo-

kladu jejich otevření, vykládky zboží a jeho následné dů-
kladné fyzické kontroly17. 

Z výše uvedeného je nanejvýš žádoucí vývoj metody, 

která by umožnila rychlou a bezpečnou kontrolu většího 

množství příchozích přepravních kontejnerů. Mimo konven-
čních metod používajících převážně elektrochemii1,19–21 se 

pro detekci a identifikaci OPL či jiných zakázaných látek 

v současnosti využívá i povrchově zesílená Ramanova 
spektroskopie (SERS, z angl. Surface Enhanced Raman 

Spectroscopy)16,18,23,24. Jedná se o jednu z nejcitlivějších 

spektroskopických technik16,18,23, která funguje na principu 

mimořádně velkého zesílení Ramanova signálu pro mole-
kuly, které jsou adsorbovány na nanostrukturovaných ko-

vových površích (např. Au, Ag a Cu16,22–28). Během SERS 

měření vyvolá dopadající laserové záření vznik povrcho-
vého plazmonu16,27,28 a zesílení lokálního elektromagnetic-

kého pole22,25,27,28, což umožňuje optickou excitaci a ná-

slednou detekci extrémně nízkých koncentrací organic-

kých látek umístěných na SERS-aktivním substrátu 
(cit.18,25,26,29,30). 

Využití SERS techniky v „terénních“ podmínkách je 

však značně problematické28,29,31. Reálné vzorky (např. 
vzduch z přepravních kontejnerů) obsahují mnoho látek 

s vlastním SERS signálem a jejich spektra se překrývají se 

spektrem cílového analytu (drogy) a výrazně tak ztěžují 

jeho jednoznačnou identifikaci nebo ji zcela znemožňují32. 
Spolehlivost a náklady na SERS substráty představují další 

omezení aplikace této metody, a to kvůli špatné reprodu-

kovatelnosti nanostrukturovaných povrchů22,25 nebo jejich 

vysoké ceně22. Dalším problémem je omezená srovnatel-

nost Ramanových dat mezi různými přístroji, kdy rozdíly 
v instrumentaci a nedostatečná kalibrace ztěžují interpreta-

ci spekter a širší využití spektrálních databází33. V této 

práci proto navrhujeme metodu, která umožňuje expresní 

monitorování přepravních kontejnerů bez nutnosti jejich 
otevírání, a to pomocí analýzy stopových množství OPL 

ve vzorcích vzduchu. Tato metoda navíc využívá kombi-

nace SERS a umělých neuronových sítí (ANN, z angl. 
Artificial Neural Networks)34, minimalizující čas na iden-

tifikaci látek i školení personálu, a která dokáže identifi-

kovat i nové neznámé látky na základě molekulární po-

dobnosti s již známými analyty (OPL). 
 

Experimentální část 
 

Materiály  

 

V experimentální části byly použity standardy omam-
ných a psychotropních látek: metamfetamin (MA), 

3,4‑methylendioxymetamfetamin (MDMA) a kokain, a látky 

strukturně příbuzné, konkrétně fenylethylamin (PEA). 
Všechny OPL byly připraveny v Laboratoři forenzní ana-

lýzy biologicky aktivních látek na VŠCHT Praha. Pro 

přípravu SERS aktivních filtrů byly použity komerčně 

dostupné polypropylenové (PP) filtry a stříbrný terč s čis-
totou 4 N od SAFINA a.s. (Vestec, ČR). 

 

Příprava SERS filtrů  
 

Pro přípravu uniformních filtrů byla použita speciální 

2cm raznice, viz obr. 1A. Plazmon-aktivní SERS filtry 
byly připraveny vakuovým naprašováním nanostruktur Ag 

na povrch PP filtrů. Pro naprašování byly použity aparatu-

ry Quorum Q150 (cit.35) (obr. 2A) nebo PVD 36 Nano 

(Kurt J. Lesker Company36, obr. 2B), přičemž parametry 
depozice (čas, proud) byly optimalizovány na základě 

SERS odezvy modelové látky. 

 

Charakterizační techniky  
 

Morfologie filtru byla před naprašováním analyzová-

na pomocí konfokální mikroskopie. Pro analýzu filtru po 
nanesení stříbrné vrstvy byla použita elektronová mikro-

skopie s energeticky disperzní rentgenovou spektroskopií 

(SEM-EDX, LYRA3 GMU mikroskop (Tescan)37).  

 
Vzorkovací zařízení  

 

Za účelem odběru vzduchu z přepravních kontejnerů 

bylo vyvinuto vzorkovací zařízení. To se skládá ze vzor-
kovacího vaku (pro odběr a krátkodobé skladování plynu) 

připojeného k čerpadlu (Delux SKC, cit.38) napájenému 

baterií a 3D tištěného nasávacího zařízení s integrovaným 
držákem filtru. Plazmon-aktivní filtr byl vložen do držáku 

zajišťujícího těsnost a připojen k systému pro odběr vzdu-

chu z kontejnerů. Odběr probíhal typicky 10–30 min, al-
ternativně byly vzorky vzduchu zachyceny do vzorkovací-
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ho vaku pro účel pozdější analýzy v laboratoři. Pro odběr 

vzorků byl využit ventilační otvor přepravního kontejneru, 
tedy bez nutnosti kontejner otvírat. Fotografie vzorkovací-

ho zařízení jsou uvedeny na obr. 3, druhy použitých čerpa-

del pak na obr. 4. 

 

SERS měření 

 
Vzorky byly analyzovány přenosným Ramanovým 

spektrometrem ProRaman-L (ProLab, ČR, 785 nm, aku-

mulační doba 30 s, rozlišení 2 cm–1, rozsah 400–3150 cm–1) 

pro terénní měření nebo laboratorním Ramanovým mikro-
skopem DXR3 (Thermo Scientific USA, 785 nm, aku-

mulační doba 10 s, rozlišení 1 cm⁻¹, rozsah 200–3200 

cm⁻¹). Oba spektrometry jsou znázorněny na obr. 5.  
 

Předzpracování dat 

 

Před trénováním ANN byla naměřená SERS spektra 
předzpracována zkrácením na jednotnou délku 1100, od-

straněním oblastí nad 3000 cm–1. Následně byla provedena 

korekce pozadí metodou asymetrických převážených pe-
nalizovaných nejmenších čtverců (arPLS). Princip této 

metody spočívá v iterativním odhadu hladkého pozadí 

pomocí penalizovaných nejmenších čtverců, přičemž asy-

metrické převážení reziduí potlačuje vliv spektrálních píků 
a umožňuje tak přesné oddělení pozadí od signálu 39. 

V posledním kroku byly odstraněny odlehlé hodnoty 

(artefakty způsobené kosmickým zářením), bylo provede-

Obr. 1. Fotografie přípravy filtrů: A) příprava 2cm filtrů pomocí raznice, B) filtry po depozici kovu, C) filtr po depozici OPL z nasáva-
ného vzduchu, D) SERS analýza. (Barevná verze obrázku je dostupná na webových stránkách časopisu Chem. Listy.) 

Obr. 2. Foto systémů pro depozici Ag nanostruktur na povrch 

PP filtrů s cílem zavedení SERS odezvy: A) naprašovačka 

Quorum Q150 a B) PVD Kurtz J. Lecker. (Barevná verze obráz-
ku je dostupná na webových stránkách časopisu Chem. Listy.) 

Obr. 3. Foto dvou druhů nasávací části vzorkovacího zařízení připevněných na kontejneru pomocí magnetů (A a B) a celé vzorko-

vací zařízení (C) při odběru ze vzorkovacího vaku. (Barevná verze obrázku je dostupná na webových stránkách časopisu Chem. Listy.) 
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no mapování spekter do 2D prostoru pomocí UMAP 

(Uniform Manifold Approximation and Projection) a je-
jich normalizace. 

 

Trénink a validace SERS-ANN 

 
Standardy OPL byly nejprve přidávány do laborator-

ního vzduchu, vzduchu simulovaného v klimatické komo-

ře, a konečně do vzduchu z reálných kontejnerů. Klimatic-

ká komora byla naplněna vzduchem z náhodně vybraného 
kontejneru a vystavena cyklům ohřevu a ochlazování pro 

simulaci přepravy. Vzduch byl odsáván přes SERS filtr 

a získaná spektra byla použita pro trénování a validaci 
metody SERS-ANN. Celkem bylo použito 108 vzorků ode-

braných z 30 kontejnerů, s koncentracemi OPL od 0,1 ng m–3 

do 100 ng m–3. 
 

Vyhodnocení dat pomocí ANN  

 

SERS spektra byla vyhodnocena pomocí neuronové 
sítě, která poskytuje výsledky: „ANO“ (OPL detegována/y), 

„NE“ (OPL nebyla/y zjištěny) a „NEVÍM“ (nutné přemě-

ření nebo odebrání nového vzorku). 
 

 

Výsledky a diskuse 
 

V této práci byla připravena aparatura pro vzorkování 
vzduchu z přepravních kontejnerů. Nejprve byly připrave-

ny SERS aktivní filtry, přes které probíhal odběr reálných 

vzorků, nebo které byly používány pro experimenty v klima-
tické komoře (pro trénování ANN). Tyto filtry byly ná-

sledně charakterizovány. Naprašování probíhalo po dobu 

400 s při proudu 40 mA v argonové atmosféře. Snímky 

filtrů před a po nanesení stříbra jsou uvedeny na obr. 6. 
Makroskopická změna filtrů před a po nanesení vrstvy 

stříbra je na obr. 7.  

Na obr. 8 jsou uvedeny tři prototypy nasávacího zaří-
zení. První model (obr. 8A) byl příliš úzký, což bylo na-

praveno druhým prototypem (obr. 8B). Tento prototyp 

měl ovšem viditelné defekty, které vznikly během tis-

Obr. 4. Druhy použitých čerpadel. (Barevná verze obrázku je dostupná na webových stránkách časopisu Chem. Listy.) 

Obr. 5. Použité Ramanovy spektrometry: A) přenosný ProRaman a B) laboratorní Ramanův mikroskop DXR3. (Barevná verze 
obrázku je dostupná na webových stránkách časopisu Chem. Listy.) 
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ku, a proto byl nahrazen třetím a posledním prototypem, 

jenž je uveden na obr. 8C. 
Simulovaný (modelový) vzduch s přídavkem OPL 

byl střídavě ohříván a ochlazován (ohřev na 70 °C a ná-

sledné ochlazení na 2 °C při počtu 50 cyklů) pro simulaci 

reálného chování vzduchu v kontejneru během přepra-
vy, a následně byl filtrován přes SERS aktivní filtr. Na 

něm byla změřena SERS odezva pomocí Ramanova spek-

trometru. Pro záznam SERS spekter byl využit jak stacio-
nární laboratorní Ramanův spektrometr, tak přenosný pří-

stroj. Zatímco výsledky ze stacionárního instrumentu byly 

vzájemně dobře srovnatelné, u přenosného přístroje byla 
zaznamenána nižší spolehlivost detekce OPL, způsobená 

především nižší citlivostí přístroje a degradací vzorků při 

použití vyšších výkonů excitačního laseru.  

 Vzorky vzduchu s přídavkem OPL byly nejprve 
charakterizovány manuálně, tedy bez použití ANN. Namě-

řená SERS odezva OPL umožnila jejich identifikaci pouze 

v případě, že šlo o modelové vzorky v simulovaném vzdu-
chu (obr. 9). V případě použití vzduchu odebraného 

z přepravních kontejnerů (s různým druhem zboží) metoda 

selhávala. Charakteristické SERS píky byly v tomto přípa-

dě často maskovány signálem interferujícího pozadí, což 
komplikovalo určení přítomnosti OPL nebo ji dokonce 

Obr. 6. Charakterizace filtrů: A) snímky z konfokálního mikroskopu před (vlevo) a po (vpravo) nanesení stříbra, B) SEM snímek po 
nanesení stříbra (vlevo) a prvková analýza z EDX (vpravo). (Barevná verze obrázku je dostupná na webových stránkách časopisu Chem. 

Listy.) 

Obr. 7. Filtry před (vlevo) a po (vpravo) naprášení vrstvy 

stříbra. (Barevná verze obrázku je dostupná na webových strán-

kách časopisu Chem. Listy.) 

Obr. 8. Tři prototypy 3D tištěných nasávacích zařízení pro 

vzorkování vzduchu z kontejneru. (Barevná verze obrázku je 

dostupná na webových stránkách časopisu Chem. Listy.) 
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zcela znemožňovalo, jak je patrné z obr. 10. V dalším 

kroku byla proto pro interpretaci SERS spekter a detekci 
OPL využita ANN síť. 

Pro dosažení co nejpřesnější klasifikace SERS spek-

ter bylo testováno několik algoritmů strojového učení, 

včetně metody podpůrných vektorů (SVM, z angl. Support 
Vector Machine), lineární diskriminační analýzy (LDA), 

logistické regrese (LogReg), vícevrstvého perceptronu 

(MLP, z angl. Multi-Layer Precepton) a konvoluční neuro-
nové sítě (CNN, z angl. Convolutional Neural Network). 

Zpracování dat a chemometrická analýza byly provedeny 

v prostředí Python. K implementaci klasických metod 

strojového učení (např. PCA, LDA, SVM) byla použita 
knihovna Scikit-learn40. Architektury hlubokých neurono-

vých sítí byly implementovány pomocí systému PyTorch 

(cit.41). Nejvyšší průměrné F1-skóre (0,92) dosáhla CNN, 
zatímco jednodušší modely, jako LogReg a LDA, vykazo-

valy nižší klasifikační přesnost. Na základě těchto výsled-

ků byla pro další analýzu zvolena CNN jako nejspolehli-
vější nástroj pro detekci OPL. Pro finální identifikaci OPL 

byla použita jednorozměrná 1D CNN navržená speciálně 

pro zpracování spektrálních dat ze SERS filtrů. Síť byla 

tvořena několika konvolučními bloky s dávkovou norma-
lizací, aktivací pomocí ReLU (z angl. Leaky Rectified 

Linear Unit) a maximálním poolingem (maximálním po-

čtem společných dat), jejichž výstupy byly převedeny do 
64-rozměrného vkládacího prostoru. Model byl trénován 

pomocí metrického učení s algoritmem SoftTripleLoss 

(ztrátová funkce pro metrické učení založená na více pro-

totypových reprezentacích tříd) a optimalizátorem 
AdamW (z angl. Adaptive Moment Estimation with 

decoupled Weight decay), což spolu se silnou regularizací 

(omezením složitosti modelu) zajistilo vysokou spolehli-
vost a robustnost výsledků.  

Obr. 9. SERS spektra jednotlivých analytů (MA, MDMA, kokain). Vyznačené jsou charakteristické pásy a odpovídající vibrace. 
(Barevná verze obrázku je dostupná na webových stránkách časopisu Chem. Listy.) 

Obr. 10. SERS spektra změřená na plazmon aktivních filtrech po zachycení OPL ze vzduchu z přepravního kontejneru. (Barevná 
verze obrázku je dostupná na webových stránkách časopisu Chem. Listy.) 
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Následně, po trénování a validaci SERS-ANN, byly 

získané výsledky promítnuty do 2D prostoru pomocí PCA 
(z angl. Principal Component Analysis) a byla odhadnuta 

přesnost detekce. V případě nedostatečné přesnosti (méně 

než 99,5 %) byla spektra s nižší koncentrací OPL odstra-

něna, což umožnilo zvýšit přesnost metody i odhadnout 
mez detekce. Při použití přístupu SERS-ANN výsledky 

prokázaly jednoznačné oddělení spekter obsahujících OPL 

od spekter bez jejich přítomnosti během validačních i verifi-
kačních testů se slepými vzorky odebranými přímo z přeprav-

ních kontejnerů. Spektra s obsahem OPL vytvářela kom-

paktní a vzájemně se překrývající oblast v 2D prostoru 

generovaném ANN, zatímco slepé vzorky byly správně 
přiřazeny do odpovídajících tříd podle přítomnosti či ne-

přítomnosti OPL. SERS spektra čistého vzduchu z kontej-

nerů vytvářela několik samostatných klastrů, které se 
téměř nepřekrývaly s oblastmi odpovídajícími analytům, 

což je očekávatelné vzhledem k zachycení širokého spek-

tra různých molekul pocházejících z rozmanitého nákladu. 

Výsledky prokazují schopnost detekce OPL pomocí pře-
dem natrénované neuronové sítě i při složitém spektrál-

ním pozadí, a to s vysokou mírou spolehlivosti i při 

nízké mezi detekce. Mez detekce byla vypočtena při-
bližně na 0,9 ng m–3 pro amfetaminovou řadu a 10–12 g m–3 

pro kokain. Jasné oddělení klastrů u vzorků bez OPL záro-

veň potvrzuje nízké riziko falešně pozitivních výsledků. 

Na obr. 11 je vyznačena ANN síť amfetaminové řady. 
Různé barvy vyznačují různé druhy vzorků a experimen-

tálních podmínek. Vzorky s podobnou chemickou struktu-

Obr. 11. ANN mapa OPL amfetaminové řady ve 2D prostoru. Osy PC1 a PC2 představují první dvě hlavní komponenty získané 
metodou PCA, které zachycují největší část variability dat. Body blízko sebe jsou si podobnější, vzdálenější body se liší více  

Obr. 12. F1 skóre MDMA, fenylethylamin (PEA) a metamfet-
aminu (MA) v případě, že byl fenylethylamin vynechán 

z tréninku ANN. (Barevná verze obrázku je dostupná na webo-

vých stránkách časopisu Chem. Listy.)  
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rou se vyznačují jasně definovanými klastry a zároveň 

jsou od sebe rozeznatelná i různá množství analytu (PEA). 
Vzorky bez fenylethylaminu jsou od ostatních jasně oddě-

lené. Tento příklad ukazuje, že metoda umožňuje určit 

nejen, zda je analyt přítomen, ale i v jakém přibližném 

množství. 
V dalším kroku byl ověřen postup pro detekci dříve 

neznámých OPL s chemickou strukturou podobnou zná-

mým látkám, tzv. „leave-one-drug-out“ validace. Neuron-
ová síť byla opakovaně trénována vždy na dvou známých 

látkách a následně použita k identifikaci třetí, do tréninku 

nezahrnuté látky, přičemž byly použity pouze vzorky 

s koncentrací ≥ 20 ng m–3. Spektra „neznámých“ látek 
byla promítnuta do 2D prostoru vytvořeného ze známých 

OPL a kontrolních vzorků a ve většině případů byla správ-

ně přiřazena ke skupině OPL. Statistické vyhodnocení 
potvrdilo vysokou úspěšnost detekce přesahující 93 %, 

což dokládá schopnost metody identifikovat i deriváty 

OPL na základě molekulární podobnosti, a to i při velmi 

nízkých koncentracích. Na obr. 12 je uvedeno F1-skóre 
MDMA, fenylethylaminu jako vynechané látky a metam-

fetaminu. Zatímco u MDMA i fenylethylaminu zůstává 

F1-skóre v podstatě konstantní, u metamfetaminu je patr-
ný výrazný pokles. Tento pokles lze vysvětlit odlišnou 

chemickou strukturou metamfetaminu, která se v někte-

rých klíčových rysech liší od ostatních sledovaných látek. 

Přestože je metamfetamin z hlediska základního ske-
letu a farmakologických vlastností bližší MDMA než 

fenylethylaminu, jeho jednodušší molekulární architektura 

a menší míra charakteristických substitucí pravděpodobně 
vedou k horší generalizaci modelu. Výsledky tak naznaču-

jí, že správné rozpoznání metamfetaminu vyžaduje speci-

fické, cílené informace, které nejsou dostatečně pokryty 

rysy sdílenými s ostatními látkami.  
Výsledky ukazují, že metoda SERS-ANN dokáže 

spolehlivě detegovat i dříve neznámé omamné nebo psy-

chotropní látky na základě spektrálních dat strukturně 
příbuzných sloučenin, aniž by bylo nutné zahrnovat spek-

tra cílové látky do trénovací databáze. 

 

 

Závěr 
 
V této práci byla úspěšně představena metodika pro 

detekci omamných a psychotropních látek (OPL) ve vzdu-

chu z přepravních kontejnerů pomocí kombinace SERS 
a umělé neuronové sítě (SERS-ANN). Bylo vyvinuto 

vzorkovací zařízení, které umožňuje odběr vzorků vzdu-

chu bez nutnosti otevírání kontejnerů, a provedeny experi-

menty jak v laboratorních podmínkách se simulovaným 
vzduchem, tak se vzorky odebranými v reálném terénu. 

Ukázalo se, že manuální identifikace OPL pomocí SERS 

spekter je možná pouze v jednoduchých případech, zatím-
co při složitém spektrálním pozadí reálného vzorku vzdu-

chu selhává. 

V takovém případě použití ANN výrazně zvýšilo 

spolehlivost detekce OPL. Pro klasifikaci spekter byla 
optimalizována konvoluční neuronová síť, která prokázala 

vysokou přesnost (F1-skóre 0,92) a umožnila jednoznačné 

oddělení vzorků obsahujících OPL od vzorků bez nich, 
i při velmi nízkých koncentracích (mez detekce ~0,9 ng m–3 

pro amfetaminovou řadu a 10–12 g m–3 pro kokain). Meto-

da dále umožnila identifikaci dříve neznámých OPL na 

základě molekulární podobnosti s již známými látkami, 
aniž by byla nutná přítomnost jejich spekter v trénovací 

databázi, a to s přesností detekce přesahující 93 %. 

Výsledky potvrzují vysokou praktickou využitelnost 
navržené metodiky pro rychlé a spolehlivé monitorování 

přepravních kontejnerů na přítomnost OPL, navíc s mini-

málními požadavky na školení personálu a bez nutnosti 

otevření kontejnerů. Navržený přístup SERS-ANN tak 
představuje perspektivní nástroj pro včasnou detekci OPL, 

včetně nových psychoaktivních látek (tzv. NPS, z angl. 

New Psychoactive Substances) a může tak významně po-
sílit bezpečnostní dohled a kontrolní mechanismy v rámci 

stávajících přepravních a logistických sítí. 

 

Tato práce vznikla v souvislosti s řešením projektu 
bezpečnostního výzkumu Ministerstva vnitra ČR s identifi-

kačním kódem VJ01010065: „Expresní a portativní detek-

ce zakázaných sloučenin s použitím inovativních technik: 

flexibilní a chirální SERS, selektivní povrchová extrakce, 

neuronové sítě“. 
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J. Rosenkranzováa, V. Burtseva, E. Miliutinaa, 
J. Žádnýb, J. Storchb, A. Trelina, P. Palivecb, M. Kuchařc, 

V. Švorčíka, and O. Lyutakova ( a Department of Solid 
State Engineering, University of Chemistry and 

Technology Prague, Czech Republic, b Group of Advanced 

Materials and Organic Synthesis, Department of 

Materials Chemistry, Institute of Chemical Process 

Fundamentals of the Czech Academy of Sciences, Prague, 
Czech Republic, c Forensic Laboratory of Biologically 

Active Substances, University of Chemistry and 

Technology Prague, Czech Republic): Detection of 

Narcotics in Air Using Surface Enhanced Raman 
Spectroscopy: Current Status and Challenges 

  
The rapid increase in illicit drug trafficking via 

shipping containers poses a significant security risk. This 

work presents a fast and reliable method for detecting 
narcotics and new psychoactive substances (NPS) in 

container air using a combination of Surface-Enhanced 

Raman Spectroscopy (SERS) and artificial neural 

networks (ANN). A SERS-active filtration device was 
developed to enable sample collection without opening the 

containers, and experimental measurements were 

performed under both laboratory and field conditions. The 

acquired SERS spectra were pre-processed and analysed 

using a convolutional neural network optimized for NPS 
identification, achieving high F1-scores (0.92) and low 

limits of detection (~0.9 ng m–3 for amphetamine-type 

substances and 10–3 ng m–3 for cocaine). The proposed 

approach also enabled the detection of previously 
unknown NPS based on molecular similarity to known 

substances, with a detection accuracy exceeding 93%, 

without requiring their spectra in the training database. 
These results demonstrate the practical applicability of the 

proposed system for rapid, safe, and reliable monitoring of 

shipping containers, providing a promising tool for the 

early detection of both established and emerging narcotics 
and psychotropic substances. 

  

Keywords: drugs, OPL, narcotics, shipping containers, air, 
detection, SERS, neural networks 
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